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摘要    贝叶斯模型平均(Bayesian model averaging, BMA)是最近提出的一种用

于多模式集合预报的统计方法. 进行贝叶斯模型平均需要准确估算模型集合中

每个竞争模型的权重与方差 , 经常采用的方法是期望最大化 (Expectation- 

Maximization, EM)方法与马尔可夫链蒙特卡洛(Markov Chain Monte Carlo, 

MCMC)方法, 两种方法各有优劣. 本文首先对BMA的(对数)似然函数进行改进

使之无需BMA权重之和为 1的显式约束, 并利用一种有限记忆的拟牛顿优化算

法(LBFGS-B)对其进行极大化, 由此提出了一种求解贝叶斯模型平均的新方法

(BMA-BFGS). 采用三个陆面模式进行的土壤湿度多模式数值模拟试验表明: 

在计算精度方面, BMA-BFGS 的精度与 MCMC 方法几乎一致, 优于 EM 算法; 

在计算耗时性方面, BMA-BFGS 的计算耗时与 EM 算法相当, 远小于 MCMC 方

法. 
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近年来, 多模式集合预报系统已成为多家数值

天气与气候预报中心进行天气, 气候预测的基础平

台[1~4]. 多模型集合预报系统着眼于捕捉数值天气预

报中的多种不确定性, 包括初边界条件的不确定, 侧

边界条件的不确定性以及物理过程的不确定性, 以

期提高数值模式的预报技巧. 但简单的模型集合平

均无法显式地考虑各种预报的不确定性, 一般难以

给出较准确的预报结果. 

贝叶斯模型平均(Bayesian model averaging)是最

近由 Rafery 等[5]提出的一种利用多模式集合进行概

率预报的统计后处理方法. BMA 对某一特定变量的

预报概率密度分布函数(pdf)是经过偏差校正的单个

模型预报概率分布的加权平均, 其权重是相应模型

的后验概率, 代表着每个模型在模型训练阶段相对

的预报技巧. 很多已经开展的利用 BMA 方法进行集

合预报的研究表明 BMA 的预报结果准确可靠, 具有

现行其他多模式方法无法比拟的优势[5~9]. 

进行贝叶斯模型平均需要准确估算模型集合中

每一个竞争模型的权重与方差. Rafery 等[5]建议采用

期望最大化(Expectation-Maximization, EM)方法估算

BMA 权重与方差. EM 算法易操作, 经济省时, 其算

法设计还可满足所有的 BMA 权重非负且之和为 1. 
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已有的很多文献表明 EM 算法效果不错, 能够生成比

较稳定的 BMA 权重与方差的估计. 

尽管 EM算法的应用取得了不错的进展, 但遗憾

的是该方法无法保证得到全局最优解, 这种情况在

高维情形(模型集合预报中包含大量不同的成员预报)

下尤为突出. 另外 EM 算法中还有一个预报变量正态

分布的潜在假设, 这一假设对某些变量(如降水以及

跟降水有关的一些物理变量)的概率预报是不适合的, 

很多时候这些变量分布难以满足正态分布. 马尔可

夫 链 蒙 特 卡 洛 (Markov Chain Monte Carlo, 

MCMC)[10,11]方法是另外一种估算 BMA 权重与方差

的优化方法, 与 EM 算法不同, MCMC 方法使用多个

不同马尔可夫链(Markov Chain)根据 BMA 权重与方

差在似然函数中的权重进行随机采样, 能有效处理

复杂的高维参数估计问题, 同时也无需预报变量正

态分布的假设, 可得到 BMA 似然函数的全局最优解, 

但该方法的缺点是计算效率不高. 

有限记忆的拟牛顿算法是解决大规模非线性最

优化问题常用方法. Byrd 等[12]和 Zhu 等[13]发展了一

种可解决具有简单边界约束的大型非线性最优化问

题的有限记忆的拟牛顿算法(LBFGS-B), 该方法建立

在梯度投影与使用有限记忆的 BFGS 矩阵逼近目标

函数的 Hessian 矩阵的基础之上, 不需要目标函数的

显式表达与二阶导数信息, 其目标函数的梯度也可

用四点差分方法近似逼近, 存储需要仅为线性, 优化

精度高, 方法稳定有效. 估算 BMA 权重与方差的问

题在数学上属于似然函数的极大值优化问题, 原则

上也可以用 LBFGS-B来求解. 但 LBFGS-B方法只适

合于具有形如 l≤x≤u 简单边界约束(或无约束)的非

线性最优化问题, 而 BMA 权重(待优化参数)非负还

需满足之和为 1, 因而无法直接应用 LBFGS-B 对

BMA 的似然函数进行优化. 因此, 首先对 BMA 似然

函数进行改进, 使之不需要优化变量之和等于 1 的显

式约束, 进而将 LBFGS-B 应用于改进后的似然函数

极值优化以估算 BMA 权重与方差, 由此提出了一种

求解贝叶斯模型平均的新方法 (BMA-BFGS). 与

MCMC 方法一样, BMA-BFGS 也无须预报变量的正

态分布假设. 为了检验 BMA-BFGS 方法的有效性, 

本文采用三个陆面模式开展了土壤湿度多模式的数

值模拟试验, 分别采用 EM, MCMC 以及 BMA-BFGS

方法并利用观测的土壤湿度资料进行贝叶斯模型平

均 , 而 预 报 变 量 尝 试 采 用 正 态 分 布 (Normal 

distribution)与伽马分布(Gamma distribution), 结果表

明: 在计算精度方面, BMA-BFGS 的精度与 MCMC

方法几乎一致, 优于 EM 算法; 在计算耗时性方面, 

BMA-BFGS 的计算耗时与 EM 算法相当, 远小于

MCMC 方法. 

1  贝叶斯模型平均 

为了阐述 BMA 方法, 令 f=f1, …, fK 分别表示 K

个不同数值模式的预报结果, 代表需要预报的变量. 

在 BMA 中, 每一个集合预报成员, fk, k=1, …, K 都和

一个条件概率密度函数(pdf)gk(|fk)相联系, 可解释为

预报变量在模式预报 fk 下的条件概率, 表明 fk 为最

优预报的可能性. BMA 的预报模型可表示为如下的

多模式概率预报加权平均的形式: 

1
1

( | , , ) ( | ),
K

K k k k
k

p f f w g f


           (1) 

其中 wk 表示第 k 个成员预报为最佳预报的后验概率. 

wk 非负且满足
1

1,
K

k
k

w


  它们反映的是每个模型成

员在模型训练阶段对预报技巧的相对贡献程度.  

最初的 BMA 方法[5,8]假设条件概率分布 gk(|fk)

为正态分布, 其均值或期望为原始预报结果的简单

线性函数 ak+bkfk, 标准偏差为k 
2| ~ ( , ),k k k k kf N a b f              (2) 

其中 ak, bk 是偏差校正项, 可经简单线性回归的方式

求得. 由此, BMA 预报均值(期望): 

1
1

( | , , ) ( ).
K

K k k k k
k

E f f w a b f


            (3) 

公式(3)是一个确定性的预报结果, 可与预报集

合中的每个成员预报结果以及集合预报的平均结果

相比较. 令 s, t 分别表示空间与时间指标, fkst 表示预

报集合中第 k 个成员在空间 s 与时间 t 的预报结果, 

公式(3)相应方差为 

1

2

2

1 1 1

var[ | , , ]

( ) ( ) .

st Kst

K K K

k k k kst l l l lst k k
k l k

f f

w a b f w a b f w 
  

 

 
    

 
  


 (4) 

BMA 的方差(4)包含两项, 第一项表示为预报集合的

扩散程度, 第二项则表示集合内的预报方差. 公式

(2)~(4)待率定参数个数为 2K: wk 与k, (k=1, …, K). 

值得注意的是 BMA 预报变量的正态分布假设(2)



中国科学: 地球科学   2011 年  第 41 卷  第 11 期 
 

1681 

式对诸如气温与海平面气压等变量是适合的, 而对

如降水以及与降水有关的一些变量比如径流则一般

是不合适的. 本文的数值试验分别预报了变量为正

态分布和伽马分布的情形.  

2  贝叶斯权重与方差的计算 

上面已经提过, 进行贝叶斯模型平均需要估算

每一个成员预报的条件概率函数的权重与方差. 与

文献[5]相同, 我们利用一套率定数据及极大似然的

原则对 wk, sk, k=1, …, K 进行估算. 假定预报误差在

空间与时间上相互独立, 则有 
2 2

1 1 1

,
, 1

( , , , , , | , , , )

log ( | ) ,

K K K

n K

k k s t kst
s t k

l w w f f

w g f

 





 
  

 
 

  
       

(5)
 

其中 n 表示所有观测数据的总和. 这里采用 log 型似

然函数而非似然函数本身, 主要是出于计算稳定的

考虑. 遗憾地是, 方程(5)不存在解析的极大值解. 因

此需要采用迭代的方式来进行求解. 我们将首先将

对 EM 算法进行简单介绍, 然后基于有限记忆的拟牛

顿优化算法 LBFGS-B 提出了一种全新的求解最优化

问题(5)的 BMA-BFGS 方法. 

2.1  EM 算法 

EM 算法在极大似然估计的迭代计算中应用广

泛 , 尤其对某些数据不完整的问题非常有效 . 在

BMA 方法中应用 EM 算法, 需要引入一个非观测变

量 zkst, 其中如果模式集合中的第 k 个集合成员为最

佳预报时, zkst 为 1, 否则 0. 任何时刻, 只有一个 zkst

可为 1, 其他皆为 0. 

对每个集合成员的权重与方差初始化后, EM 算

法开始在以下的期望步与最大化步之间迭代. 在每

个期望步, zkst 根据当前步的权重与方差值由下面的

公式(期望步)进行重新估算: 
( 1)

( )

( 1)

1

( | , )
,

( | , )

j
j k st kst k

kst K
j

l st lst k
l

w g f
z

w g f















         (6) 

其中指标 j代表迭代的次数, 而 ( 1)( | , )j
st kst kg f   则表

示第 k 个集合成员集中于观测st 的条件概率分布, 
( 1)( | , )j

st kst kg f   为正态分布, 均值为 fkst, 标准差为

( 1)j
k
 . 在下面的最大化步里, BMA 权重与方差则根

据最新 ( )j
kstz 进行更新: 

( ) ( )

,

1
,

n
j j

k kst
s t

w z
n

                 (7) 

( ) 2

,2( )

( )

,

( )

.

n
j

kst st kst
s tj

k n
j

kst
s t

z f

z


  




         (8) 

EM 算法在(6)式与(7)~(8)式之间反复迭代由此改善

BMA 权重与方差 wk, k (k=1, …, K) 估计, 直到收敛

为止. 

不难看出, EM 算法执行非常简单, 只需在(6)与

(7)和(8)之间反复迭代即可. 另外, 公式(7)还能保证

所有的 BMA 权重非负且之和为 1. 如文献[5]所提到

的, EM 算法极易迅速收敛到局部最优解而无法得到

全局最优解, EM 算法另外一个不足之处就是还须假

设 ( 1)( | , )j
st kst kg f   为正态分布, 这样的假设对某些

物理变量是不适合的, 其广泛应用也因此大受限制.  

另外, 很多研究也采用 MCMC 方法来对 BMA

权重与方差的进行优化估算: 如前所述, 与 EM 算法

不同, MCMC 方法使用多个不同马尔可夫链(Markov 

Chain)根据 BMA 权重与方差在似然函数中的权重进

行随机采样, 能有效处理复杂的高维问题, 其缺点是

计算代价太高. 

2.2  BMA-BFGS 方法 

Byrd 等[12]和和 Zhu 等[13]发展了一种有限记忆的

拟牛顿优化算法(LBFGS-B)求解如下具有简单边界

约束的大型非线性最优化问题: 

minf(x),               (9) 
满足: 

l≤x≤u,             (10) 

其中 : nf   是一个 n 维非线性函数, 其梯度为

G, l 和 u 分别是变量 x 的上下边界. LBFGS-B 不需要

目标函数的具体表达式以及二阶导数信息, 因此可

应用于 Hessian 矩阵无法直接计算的情形. 其梯度 G

也可由如下的四点差分法近似逼近 

1
[ ( 2 ) 8 ( ) 8 ( ) ( 2 )].

12
g f x h f x h f x h f x h

h
         

       (11) 
LBFGS-B 使用有限记忆的拟牛顿更新逼近 Hessian

矩阵, 其存储要求仅为 O(n), 优化精度高, 方法稳定

有效. 关于 LBFGS-B 算法的详细细节, 有兴趣的读
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者可参看文献[12, 13], 这里不再赘述. 

估算BMA权重与方差实际上就是求如下的一个

极大值问题: 

, 1

max log ( | ) ,
n K

k k kst
s t k

w g f


  
  

  
         (12) 

满足 

0≤wk≤1, and 
1

1,
K

k
k

w


            (13) 

k,min≤k≤k,max.            (14) 

通过取负数或者取倒数的方式可将最大值优化问题

, 1

max log ( | )
n K

k k kst
s t k

w g f


  
  

  
  转化为最小值优化问

题. 受到约束条件
1

1
K

k
k

w


 的限制 LBFGS-B 算法仍

无法直接应用到最优化问题(15)~(17)式. 引入中间

变 量 k(0 ≤ k ≤ 1) , 令
1

K

k k k
k

w  


  可 消 除

1

1
K

k
k

w


 的显式约束, 优化问题(15)~(17)式转化为 

, 1

1

min log ( | ) ,
n K

k
k kstK

s t k
k

k

g f






  
  
   
  

  
  

 


     (15) 

0≤k≤1, k=1, …, K,          (16) 

k,min≤k≤k,miax, k=1, …, K.       (17) 

可用 LBFGS-B 算法求解优化问题(15)~(17)式, 得到

k, k (k=1, …, K)的最优值, 由此得到 BMA 权重

1

K

k k k
k

w  


  与方差k (k=1, …, K). 

3  数值试验 

为了检验本文所提出 BMA-BFGS 方法的有效性, 

下面利用大气强迫数据驱动由三个陆面过程模式

(CLM3.5, Clm-Vic, Noah)组成的模式集合模拟生成

土壤湿度数据集 ,  并采用华北区域 (110°~120°E,  

40°~45°N)14 个站点 1993~2006 年的观测资料进行

BMA 模式训练, 分别利用以上三种方法 EM 算法, 

BMA-BFGS算法以及另外一种比较流行的MCMC方

法[10,11]进行贝叶斯模型平均, 对比分析三种 BMA 集

合模拟方法在计算精度与时间效率上的性能. 

3.1  模型、数据与实验 

本文选定试验的区域为华北区域(110°~120°E, 

40°~45°N). 本研究共选用三个陆面过程模式 : 

Community Land Model 3.5[14], CLM-VIC[15] 以及

Noah LSM 2.7[16~18]. 所使用的强迫数据为文献[19]及

其更新版本, 并按照文献[20]的方法将其空间插值为

0.5°×0.5°, 三个模式的积分时段为 1950~2006 年, 空

间分辨率为 0.5°×0.5°, 这里只选取 1993~2006年的模

拟结果进行分析. 

为了进行 BMA 模型训练, 我们搜集了由中国气

象局观测网站提供的该区域内 14 个站点 1993~2006

年的土壤湿度的观测资料, 每个站点在每月的 8, 18, 

28 号进行观测, 观测层次分为三层: 0~10 cm, 40~50 

cm 以及 90~100 cm, 由于 40~50 cm 与 90~100 cm 两

个层次的观测数据相对稀少不适合作 BMA 模型训练, 

因此本实验中仅考虑表层 0~10 cm 的情况. 

为了测试 BMA-BFGS 方法对于其他概率分布的

适用情况, 试验中三个 BMA 算法除了使用了经常使

用的正态分布, 还特意考虑了 BMA-BFGS 算法与

MCMC 算法在预报变量为以下伽马分布的情形: 

11
| ~ exp( / ),

( )kf


 
 

  


       (18) 

其中, 分别是型系数与尺度系数. 伽马分布(18)的

均 值 为 =, 方 差 为 2=2, 由 此 可 推 导 出
2 2/k k k   , 2 /k k    其中k=fk. 不同试验方法

的命名请见表 1. 

3.2  数值结果 

图 1 给出了三个模式(CLM3.5, CLM-VIC 以及

Noah)所模拟的土壤湿度以及它们的集合平均模拟与 

表 1  不同试验方法的命名 

 BMA-BFGS(1993~2000) MCMC(1993~2000) BMA-BFGS(1993~2006) MCMC(1993~2006) 

正态分布(N) BFGS-N MCMC-N BFGS-N1 MCMC-N1 

伽马分布(G) BFGS-G BFGS-G BFGS-G1 BFGS-G1 



中国科学: 地球科学   2011 年  第 41 卷  第 11 期 
 

1683 

 

图 1  观测与模式模拟的土壤湿度的时间序列 

观测的土壤湿度 1993~2006年逐月的对比结果, BMA

模型的训练时间阶段为 1993~2000 年. 总的来说, 三

个模式都能基本上模拟出土壤湿度的幅度与季节变

率, 但模拟的精度还有待提高. 另外, 值得注意的是

三个模型预报结果简单的算术平均(mean)的预报结

果与单个的模型预报结果相比并没有表现出多大的

优势, 一方面是因为简单的算术平均只能给每个模

型预报结果以相等的系数, 无法考虑到各个模型的

性能优劣; 另一方面的原因也可能是因为此次试验

中我们所用的模型集合的个数较少(只有三个), 这使

得简单平均的模拟结果会存在着较大的不确定性. 

图 2 给出的是三种 BMA 方法所模拟的土壤湿度

与观测的土壤湿度时间序列, 与图 1 中的结果相比较, 

三种 BMA 方法所模拟的土壤湿度的结果相比较单个

模型模拟以及简单的模型平均均有明显的改进, 这

主要是因为 BMA 方法可充分考虑各个模型的预报能

力的优劣程度, 并根据其优劣程度赋予不同的 BMA

系数, 其权重(BMA系数)是相应模型的后验概率, 代

表着每个模型在模型训练阶段相对的预报技巧, 这

样便会在很大程度上提高 BMA 集合预报的模拟精度; 

另一方面, BMA 方法还首先对模型的预报结果进行

一个简单的线性回归, 实际上是一个简单的模型误

差误差校正的过程 [5], 必然会在一定程度上提高

BMA 集合预报的模拟精度.  

图 3(a)给出的是三种 BMA 集合模拟, 三个陆面

模式直接模拟以及它们的集合平均模拟与观测的土

壤湿度的相关系数, 总的来说三种 BMA 方法集合模

拟的土壤湿度与观测数据的相关系数一般都在 0.5 以

上. 在这三种 BMA 算法中, EM 算法的性能最差, 其

相关系数最小, 而 MCMC方法与 BMA-BFGS方法的

相关系数非常接近, 都在 0.6 以上, 其中当 BMA- 

BFGS 方法取伽马分布时, 其相关系数最高, 达到了

0.63 左右, 由此可推测这种伽马分布可能比正态分

布更符合土壤湿度这一物理量的随机变化. 而单个

模型的直接模拟以及它们的简单集合平均模拟的相

关系数都小于 0.5, 其中 Noah 模式的效果最好, 其相

关系数达到了 0.4 以上, 其他的都小于 0.4, 集合平均

的模拟结果仅比 CLM-VIC 模型的模拟结果稍好, 由

此不难看出多个模式简单平均的模拟效果难言理想. 

图 3(b)给出的是三种 BMA 集合预报, 三个陆面模式

模拟以及它们的集合平均模拟的均方根误差. 与图

3(a)的结果相对应, 三种 BMA 方法集合模拟的均方

根误差都小于单个模式直接模拟以及三个模式的集

合简单平均模拟结果的均方根误差; 另外, MCMC 算
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图 2  观测与三种 BMA 方法模拟的土壤湿度的时间序列 

BFGS-N 和 MCMC-N 中的“-N”表示变量分布采用正态分布; BFGS-G 和 MCMC-G 中的“-G”表示变量分布采用伽马分布 

 

图 3  不同方法的模拟结果与观测的土壤湿度时间序列的相关系数(a)和不同方法模拟的土壤湿度的均方根误差(b) 

法与 BMA-BFGS 方法的均方根误差相差无几, 都略

小于 EM 算法. 就时间效率而言, 完成以上的数值试

验 BMA-BFGS 与 EM 算法所需要的 CPU TIME 大约

1 s左右, 而MCMC方法大约需要 10~15 s的时间. 以

上的数值试验从计算精度与时间效率两个方面表明

这种新发展的 BMA-BFGS 方法的有效性. 



中国科学: 地球科学   2011 年  第 41 卷  第 11 期 
 

1685 

为了测试不同的模型训练时间对 BMA-BFGS 方

法最后集合预报结果的影响程度, 以下还测试了模

型训练时间段为 1993~2006 年的 BMA-BFGS 方法

(BFGS-N1和BFGS-G1)的集合模拟结果. 图 4给出的

是模型训练阶段不同的 BMA-BFGS 模拟与观测的土

壤湿度时间序列. 总的来说, 训练阶段的时间长短对

BMA-BFGS 方法的影响不大, 主要表现在两种方法

所模拟的土壤湿度的时间序列几乎吻合在一起. 两

个不同模型训练阶段的 BMA-BFGS 模拟与观测的土

壤湿度时间序列的相关系数(图 5(a))也几乎没有什么

变化, 其均方根误差也非常相近, 表明在保证一定的

训练时间长度的前提下, BMA-BFGS 集合预报对模

型训练阶段的时间长度变化并不敏感, 结果稳定. 当

然, 由于预报变量、预报模型以及预报模型个数的不

同, 我们很难给出一个统一确定的训练时段. 而另一

个需要指出的是, 由于目前土壤湿度的站点观测比

较稀疏, 这样对于在更大范围上使用 BMA 多模式预

报方法进行土壤湿度的集合模拟带来挑战, 而陆面

数据同化[21,22]可以提供一定时段高时空分辨率且具

有一定精度的土壤湿度资料, 因此贝叶斯多模式预

报结合陆面数据同化可能是未来生成长时间序列高 

时空分辨率的土壤数据的一个途径. 

4  小结与讨论 

贝叶斯模型平均最近提出的一种利用多模式集

合进行概率预报的统计后处理方法, 其预报结果准

确可靠, 具有现行其他多模式方法无法比拟的优势. 

本文首先对 BMA 的(对数)似然函数进行改进使之无

需 BMA 权重之和为 1 的显式约束, 并利用一种有限

记忆的拟牛顿优化算法(LBFGS-B)对其进行极大化, 

由此提出了一种求解贝叶斯模型平均的新方法

(BMA-BFGS). 采用三个陆面模式进行的土壤湿度多

模式数值模拟试验表明 BMA-BFGS 方法在计算精度

方面与 MCMC 方法相当, 优于 EM 算法; 在计算耗

时性方面, BMA-BFGS 的计算耗时与 EM 算法相当, 

远小于 MCMC 方法; 另外, BMA-BFGS 方法还不受

预报变量为正态分布假设的限制, 可以适用于任何

概率分布形式, 拓宽了该方法的适用范围. 数值试验

还表明, BMA-BFGS 方法能够在很大程度上提高土

壤湿度的模拟效果, 其 BMA 集合模拟的土壤湿度与

观测的土壤湿度无论从幅度变化和季节变率上都吻

合的相当好, 就这使得利用多个陆面过程模式结合 

 

 

图 4  模型训练阶段不同的 BMA-BFGS 模拟与观测的土壤湿度时间序列 

(a) 伽马分布; (b) 正态分布. BFGS-G1, BFGS-N1 分别代表模型训练时间为 1993~2006 年; BFGS-G, BFGS-N 表示 

模型训练时间为 1993~2000 年 
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图 5  模型训练阶段不同的 BMA-BFGS 模拟与观测的土壤湿度时间序列的相关系数(a)和模型训练阶段不同的 BMA-BFGS
模拟的土壤湿度的均方根误差(b) 

BMA-BFGS 方法生成较高精度的土壤湿度数据集成

为可能. 另外, 特别指出的是由于 BMA 多模式集合

预报模型方法的本质是一个模型训练方法, 必须利

用观测数据对模型集合中各个预报模型进行训练、测

试以确定其 BMA 系数, 对于没有观测资料的格点处

该方法无能为力, 具有一定的局限性.  

致谢 感谢审稿专家提出的宝贵意见.  
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